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Coffee bean quality after roasting is one of the important fac-
tors in determining the quality of coffee products. The pro-
cess of identifying and sorting defective coffee beans is gen-
erally still performed manually, which may lead to inconsist-
encies and observation errors. This study aims to implement 
the You Only Look Once version 11 (YOLOv11) method based 
on Convolutional Neural Network (CNN) in an automatic 
post-roasting coffee bean defect detection and classification 
system. The research stages include image data collection, 
preprocessing, object labeling, dataset splitting into training, 
validation, and testing data, as well as model training using 
several hyperparameter configurations. Testing was con-
ducted using variations in data splitting, optimizer, learning 
rate, and confidence threshold to obtain optimal model per-
formance. The dataset used consisted of 694 images, includ-
ing 290 primary images and 404 augmented images. The re-
sults showed that the 90:5:5 dataset splitting scenario 
achieved the highest mAP@50 value of 0.948. However, the 
70:20:10 configuration was selected as a more stable and 
representative configuration because it provided a better 
balance between training, validation, and testing data. The 
use of the SGD optimizer with a learning rate of 0.01 and a 
confidence threshold of 0.5 produced more stable detection 
performance. The resulting model achieved a Mean Average 
Precision (mAP@50) value of 0.946 and was able to automat-
ically detect and classify coffee bean defects effectively under 
various testing conditions. 
Keywords: CNN, coffee bean defect detection, object detec-
tion, post-roasting coffee quality, YOLOv11. 
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 ABSTRAK 

 
 

Kualitas biji kopi pasca-roasting merupakan salah satu faktor 
penting dalam menentukan mutu produk kopi. Proses iden-
tifikasi dan sortasi cacat biji kopi masih umumnya dilakukan 
secara manual sehingga berpotensi menimbulkan ketid-
akkonsistenan dan kesalahan pengamatan. Penelitian ini ber-
tujuan untuk mengimplementasikan metode You Only Look 
Once versi 11 (YOLOv11) berbasis Convolutional Neural Net-
work (CNN) dalam sistem deteksi dan klasifikasi cacat biji 
kopi pasca-roasting secara otomatis. Tahapan penelitian 
meliputi pengumpulan data citra, preprocessing, pelabelan 
objek, pembagian dataset menjadi data latih, validasi, dan uji, 
serta pelatihan model menggunakan beberapa konfigurasi 
hyperparameter. Pengujian dilakukan dengan variasi data 
splitting, optimizer, learning rate, dan confidence threshold 
untuk memperoleh performa model yang optimal. Dataset 
yang digunakan terdiri dari 694 citra, meliputi 290 citra pri-
mer dan 404 citra hasil augmentasi. Hasil penelitian menun-
jukkan bahwa skenario pembagian dataset 90:5:5 
menghasilkan nilai mAP@50 tertinggi sebesar 0.948. Namun, 
konfigurasi 70:20:10 dipilih sebagai konfigurasi yang lebih 
stabil dan representatif karena memberikan keseimbangan 
yang lebih baik antara data pelatihan, validasi, dan pen-
gujian. Penggunaan optimizer SGD dengan learning rate 0.01 
serta confidence threshold 0.5 menghasilkan performa de-
teksi yang lebih stabil. Model yang dihasilkan memperoleh 
nilai Mean Average Precision (mAP@50) sebesar 0.946 dan 
mampu mendeteksi serta mengklasifikasikan cacat biji kopi 
secara otomatis dengan baik pada berbagai kondisi pen-
gujian. 
Kata kunci: CNN, deteksi cacat biji kopi, deteksi objek, kuali-
tas kopi pasca-roasting, YOLOv11. 

 

1. PENDAHULUAN 

Perkembangan industri kopi di era modern ditandai dengan meningkatnya jumlah kedai 
kopi yang tidak hanya berperan sebagai penyedia minuman, tetapi juga sebagai pelaku pen-
golahan kopi secara mandiri. Tren konsumsi kopi berkualitas mendorong pelaku usaha, terma-
suk skala kecil dan menengah, untuk melakukan proses roasting sendiri guna mempertahankan 
karakter rasa dan identitas produk. Kondisi ini menjadikan kualitas biji kopi sebagai faktor krusial 
dalam menentukan mutu produk akhir sehingga pengendalian kualitas pada setiap tahapan pen-
golahan menjadi semakin penting. 

Data Dinas Perkebunan dan Hortikultura Sulawesi Tenggara menunjukkan bahwa 
produksi kopi robusta dalam tiga tahun terakhir relatif stabil, yaitu sebesar 2.799 ton pada tahun 
2023, 2.602 ton pada tahun 2024, dan meningkat menjadi 2.612 ton pada tahun 2025. Kondisi 
ini menunjukkan bahwa ketersediaan bahan baku kopi cukup melimpah dan mendukung 
perkembangan industri pengolahan kopi di tingkat lokal. 
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Proses roasting merupakan tahapan penting yang menentukan aroma, rasa, dan warna 
biji kopi, namun tidak selalu menghasilkan kualitas yang seragam. Berbagai cacat seperti under-
developed, scorching, dan broken masih sering ditemukan dan berdampak pada mutu produk. 
Tingkat kecacatan biji kopi roasted pada skala UMKM dapat mencapai 12–15% per batch [1]. 
Proses sortasi manual cenderung bergantung pada ketelitian manusia sehingga berpotensi men-
imbulkan kesalahan dan inkonsistensi hasil [2]. Kecacatan biji kopi seperti biji pecah juga 
dilaporkan sebagai defect dominan yang dipengaruhi oleh kelemahan proses sortasi [3]. 

Perkembangan teknologi pengolahan citra dan kecerdasan buatan memberikan peluang 
untuk mengatasi permasalahan tersebut. Citra digital merupakan representasi visual dalam ben-
tuk piksel yang dapat diolah secara komputasi [4]. Pengolahan citra digital bertujuan mening-
katkan kualitas visual sehingga informasi dapat dianalisis dengan lebih baik [5]. Teknik segmen-
tasi digunakan untuk mengekstraksi informasi penting dari citra berdasarkan keseragaman 
karakteristik piksel [6]. Tahap preprocessing berperan dalam meningkatkan kualitas data sebe-
lum pelatihan model dilakukan [7]. Teknik augmentasi digunakan untuk menambah variasi data 
sehingga meningkatkan kemampuan generalisasi model [8]. 

Pendekatan deep learning mampu mengekstraksi fitur secara otomatis dari data citra 
tanpa memerlukan perancangan fitur manual [9]. CNN merupakan arsitektur yang banyak 
digunakan dalam analisis citra karena mampu mengenali pola visual kompleks [10]. CNN mampu 
mempelajari karakteristik visual secara bertahap sehingga meningkatkan akurasi klasifikasi [11]. 
Model CNN juga terbukti efektif dalam menangani variasi objek dengan karakteristik visual yang 
beragam [12]. 

Perkembangan deteksi objek berbasis deep learning menunjukkan peningkatan performa 
yang signifikan dibandingkan metode konvensional [13]. Metode berbasis CNN mampu 
menghasilkan akurasi dan kecepatan yang lebih baik dalam berbagai skenario deteksi objek [14]. 
Pendekatan modern juga terbukti lebih stabil terhadap variasi kondisi lingkungan dibandingkan 
metode tradisional [15]. 

Algoritma You Only Look Once (YOLO) merupakan salah satu metode deteksi objek yang 
mampu melakukan lokalisasi dan klasifikasi dalam satu proses prediksi [16]. Model YOLO mem-
iliki keunggulan dalam kecepatan dan efisiensi komputasi dibandingkan metode berbasis region 
proposal. Penelitian menunjukkan bahwa keluarga YOLO mengalami peningkatan performa 
hingga 10–18% dibandingkan generasi sebelumnya [17]. YOLOv11 sebagai pengembangan 
terbaru menawarkan peningkatan stabilitas fitur dan efisiensi model [18]. Model YOLO yang rin-
gan juga mendukung implementasi sistem real-time pada perangkat dengan sumber daya 
terbatas [19]. 

Pengaturan hyperparameter berperan penting dalam menentukan performa model de-
teksi [20]. Kombinasi hyperparameter dan augmentasi data mampu meningkatkan akurasi pada 
kondisi kompleks seperti variasi pencahayaan [21]. Evaluasi model deteksi objek umumnya 
menggunakan metrik precision, recall, dan mean Average Precision (mAP) untuk mengukur 
kinerja secara komprehensif. 

Penelitian sebelumnya menunjukkan bahwa metode deep learning dan keluarga YOLO te-
lah banyak digunakan dalam deteksi kualitas dan cacat biji kopi. Penelitian pada [22] menerap-
kan YOLOv8 untuk klasifikasi cacat green coffeebean secara real-time dan memperoleh per-
forma yang tinggi, namun pengujian masih dilakukan pada kondisi objek yang relatif terkontrol. 
Studi pada [23] juga mengembangkan improved YOLOv8 untuk meningkatkan deteksi cacat 
berukuran kecil pada green coffee bean dengan nilai mAP yang tinggi, tetapi penelitian tersebut 
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masih difokuskan pada kondisi visual yang lebih seragam dan belum membahas kompleksitas 
overlapping antarobjek dalam satu citra. Selain itu, sebagian besar penelitian terdahulu masih 
berfokus pada green bean atau klasifikasi citra tunggal dengan latar belakang yang bersih se-
hingga belum sepenuhnya merepresentasikan kondisi nyata pada proses sortasi roasted coffee 
beans. 

Berdasarkan permasalahan tersebut, penelitian ini bertujuan untuk mengimplementasi-
kan model YOLOv11 berbasis Convolutional Neural Network (CNN) dalam mendeteksi dan 
mengklasifikasikan cacat biji kopi pasca-roasting secara otomatis. Kontribusi penelitian ini ter-
letak pada pengembangan sistem deteksi yang mampu mengenali beberapa jenis cacat biji kopi 
pada kondisi objek yang kompleks, seperti tumpang tindih, variasi pencahayaan, dan perbedaan 
sudut pengambilan gambar. Kebaruan penelitian ini terletak pada penerapan YOLOv11 untuk 
mendeteksi cacat biji kopi pasca-roasting pada kondisi objek yang kompleks, seperti ukuran ob-
jek yang kecil, saling tumpang tindih, serta kemiripan karakteristik visual antar kelas cacat pada 
lingkungan nyata. Penelitian ini juga mengevaluasi pengaruh variasi hyperparameter dan kondisi 
pengujian terhadap kemampuan generalisasi model. 

2. METODE PENELITIAN 

Metode penelitian disusun secara sistematis sehingga setiap tahapan terlaksana secara 
terstruktur dan saling berkaitan. Metode penelitian yang digunakan dalam studi ini adalah pen-
dekatan eksperimen dengan membangun sistem deteksi cacat biji kopi berbasis YOLOv11. Se-
luruh langkah penelitian mengikuti kebutuhan pengembangan dan evaluasi sistem yang telah 
diimplementasikan. Alur lengkap tahapan penelitian ditampilkan pada Gambar 1. 

 
Gambar 1. Metode Penelitian 

2.1. Pengumpulan Data 

Pengumpulan data dilakukan melalui studi pustaka, observasi, dan wawancara di Coffee 
Mujur & Roaster serta Coffee Mondae. Observasi digunakan untuk memahami kondisi biji kopi 
dan jenis cacat yang muncul, sedangkan wawancara dengan praktisi kopi menghasilkan empat 
kelas data, yaitu Normal, Underdeveloped, Scorching, dan Broken.  

2.2. Preprocessing Data 

Preprocessing dilakukan menggunakan Roboflow yang meliputi anotasi bounding box, 
penyeragaman orientasi (auto-orient), perubahan ukuran citra menjadi 640×640 piksel, serta 
normalisasi. Augmentasi data diterapkan melalui flip, rotasi, crop, shear, serta penyesuaian pen-
cahayaan untuk meningkatkan variasi dataset. Pembagian dataset dilakukan menjadi data latih, 
validasi, dan uji dengan rasio awal 70:20:10, serta beberapa skenario variasi yang disajikan pada 
tabel skenario splitting data. 

Proses augmentasi dilakukan setelah pembagian dataset untuk mencegah terjadinya data 
leakage antara data latih, validasi, dan data uji. Augmentasi hanya diterapkan pada data latih 
sehingga model tidak mempelajari pola identik pada data evaluasi. Pendekatan ini bertujuan 
meningkatkan variasi visual data serta membantu model memperoleh kemampuan generalisasi 
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yang lebih baik terhadap data baru. Meskipun demikian, penggunaan augmentasi dalam jumlah 
besar tetap berpotensi menimbulkan bias sintetis apabila digunakan secara berlebihan. Oleh 
karena itu, evaluasi model dilakukan menggunakan data validasi dan pengujian yang terpisah 
untuk meminimalkan risiko overfitting. 

 

2.3. Pelatihan Model 

Model yang digunakan adalah YOLOv11n berbasis transfer learning dengan bobot pre-
trained. Pelatihan dilakukan menggunakan GPU di Google Colab dengan penyesuaian beberapa 
hyperparameter seperti learning rate, optimizer, epoch, dan batch size. Rincian konfigurasi pa-
rameter pelatihan disajikan pada tabel skenario hyperparameter. 

2.4. Skenario Pengujian Model 

Pengujian dilakukan melalui beberapa skenario untuk memperoleh konfigurasi terbaik. 
Variasi data splitting diuji dalam lima skenario untuk menganalisis pengaruh proporsi data latih 
terhadap performa model yang disajikan pada Tabel 1. 

Tabel 1. Skenario Pengujian Model 

Skenario Train Valid Test 
A 50% 30% 20% 
B 60% 30% 10% 
C 70% 20% 10% 
D 80% 10% 10% 
E 90% 5% 5% 

 

Selanjutnya, pengujian hyperparameter dilakukan menggunakan dua optimizer (SGD dan 
Adam) dengan variasi learning rate. Pengujian juga mencakup variasi nilai confidence threshold 
pada rentang 0.1 hingga 0.9 untuk menganalisis sensitivitas deteksi. Skenario hyperparameter 
disajikan pada Tabel 2. 

Tabel 2. Pengujian Hyperparameter 

Skenario Optimizer lr Epoch Patience 
A SGD 0.1 100 50 
B SGD 0.01 100 50 
C SGD 0.001 100 50 
D SGD 0.0001 100 50 
E Adam 0.1 100 50 
F Adam 0.01 100 50 
G Adam 0.001 100 50 
H Adam 0.0001 100 50 

 

Nilai epoch dan patience dibuat sama pada seluruh skenario pengujian untuk menjaga 
konsistensi proses pelatihan model. Penggunaan parameter yang seragam bertujuan agar per-
bandingan performa model lebih berfokus pada pengaruh variasi optimizer dan learning rate. 
Parameter patience sebesar 50 digunakan untuk menghentikan proses pelatihan secara otoma-
tis apabila tidak terjadi peningkatan performa model dalam sejumlah iterasi tertentu. 

 

2.5. Evaluasi Model 
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Evaluasi model dilakukan menggunakan metrik mean Average Precision (mAP@0.5:0.95), 
precision, dan recall untuk menilai performa deteksi dan klasifikasi. Analisis confusion matrix 
digunakan untuk melihat distribusi kesalahan pada setiap kelas. Evaluasi ini bertujuan memasti-
kan model mampu mengenali kategori cacat sekaligus menentukan lokasi objek secara akurat. 

2.6. Perancangan Sistem 

Perancangan sistem menggambarkan alur kerja aplikasi deteksi, mulai dari input citra 
hingga output hasil deteksi. Alur sistem secara keseluruhan disajikan pada gambar 2 
perancangan sistem. 

 
Gambar 2. Perancangan sistem 

Gambar 2 menunjukkan alur kerja aplikasi deteksi cacat biji kopi berbasis YOLOv11. Proses 
dimulai ketika pengguna mengunggah citra biji kopi atau menggunakan fitur real-time melalui 
kamera sebagai data masukan sistem. Selanjutnya, model YOLOv11 melakukan proses deteksi 
dan klasifikasi terhadap setiap biji kopi ke dalam beberapa kategori, seperti Normal, Scorching, 
Broken, dan Underdeveloped. Hasil deteksi kemudian ditampilkan dalam bentuk bounding box, 
label kelas, serta ringkasan jumlah dan persentase setiap kategori untuk mendukung proses 
evaluasi kualitas biji kopi secara otomatis. 

3. HASIL PENELITIAN DAN PEMBAHASAN 

3.1. Hasil Pengumpulan Data 

Dataset yang digunakan terdiri dari 694 citra biji kopi, meliputi 290 citra primer dan 404 
citra hasil augmentasi. Meskipun jumlah citra primer relatif terbatas, setiap citra memuat ban-
yak objek biji kopi dengan jumlah 50-200 objek per gambar sehingga total anotasi objek yang 
digunakan dalam pelatihan tetap cukup besar. Penggunaan transfer learning pada model 
YOLOv11n juga membantu model dalam mempelajari karakteristik objek secara efektif mes-
kipun menggunakan dataset terbatas. Seluruh data dianotasi menggunakan bounding box me-
lalui Roboflow sesuai dengan empat kelas yang ditentukan. 

Tahap preprocessing menghasilkan citra berukuran seragam 640×640 piksel serta variasi 
visual melalui augmentasi seperti rotasi, flip, dan penyesuaian pencahayaan. Proses ini mening-
katkan keragaman data dan membantu model dalam mengenali objek pada berbagai kondisi 
lingkungan. 
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3.2. Hasil Pengujian Skenario Model 

Pengujian skenario data splitting menunjukkan bahwa proporsi data latih berpengaruh 
terhadap performa model deteksi cacat biji kopi. Hasil pengujian pada Tabel 3 menunjukkan 
bahwa peningkatan jumlah data latih cenderung meningkatkan nilai precision, recall, dan mAP. 
Nilai terbaik diperoleh pada skenario E dengan pembagian data 90:5:5 yang menghasilkan 
mAP@50 sebesar 0.948. Namun, skenario 70:20:10 dipilih sebagai konfigurasi yang lebih repre-
sentatif dalam mengevaluasi kemampuan generalisasi model karena proporsi data validasi dan 
pengujian lebih memadai dibandingkan skenario 90:5:5. Pada skenario 90:5:5, jumlah data vali-
dasi dan pengujian yang sangat kecil berpotensi menghasilkan evaluasi performa yang kurang 
stabil dan meningkatkan risiko overfitting. 

Meskipun skenario 90:5:5 menghasilkan nilai mAP@50 yang lebih tinggi, proporsi data 
validasi dan pengujian yang terlalu kecil berpotensi menyebabkan evaluasi performa menjadi 
kurang stabil dan meningkatkan risiko overfitting. Kondisi tersebut dapat menyebabkan model 
terlalu menyesuaikan diri terhadap karakteristik data pelatihan sehingga performa yang di-
peroleh belum sepenuhnya merepresentasikan kemampuan model pada data baru. Oleh karena 
itu, konfigurasi 70:20:10 dipilih karena memberikan distribusi evaluasi yang lebih seimbang un-
tuk menilai kemampuan generalisasi model. 

Tabel 3. Hasil Pengujian Splitting Data 

Skenario Precision Recall mAP@50 mAP@50–95 
A 0.854 0.862 0.916 0.767 
B 0.869 0.865 0.924 0.772 
C 0.874 0.881 0.933 0.800 
D 0.883 0.885 0.937 0.774 
E 0.878 0.908 0.948 0.810 

 

Tabel 3 menunjukkan bahwa model mampu mencapai performa deteksi yang tinggi pada 
berbagai skenario pembagian data. Nilai mAP@50 yang diperoleh menunjukkan bahwa model 
YOLOv11 mampu mengenali karakteristik visual setiap kelas cacat biji kopi dengan baik, terma-
suk pada kondisi objek yang saling berdekatan dan tumpang tindih. Hasil ini sejalan dengan 
penelitian [17] menyatakan bahwa keluarga YOLO memiliki peningkatan performa yang signif-
ikan dalam deteksi objek berbasis citra. Peningkatan performa pada penelitian ini dipengaruhi 
oleh penggunaan augmentasi data, pengaturan hyperparameter, serta variasi kondisi pengujian 
yang membantu model mengenali objek secara lebih robust. 

Penggunaan variasi kondisi pengujian seperti perbedaan pencahayaan, sudut pengambi-
lan citra, jarak kamera, serta kondisi objek yang saling berdekatan dan tumpang tindih bertujuan 
untuk mengevaluasi kemampuan generalisasi model terhadap data baru. Hasil pengujian 
menunjukkan bahwa model tetap mampu mendeteksi objek pada berbagai kondisi lingkungan 
meskipun terjadi sedikit penurunan performa pada kondisi pencahayaan rendah dan overlap-
ping yang tinggi. Hal ini menunjukkan bahwa model tidak hanya mempelajari pola spesifik pada 
data pelatihan, tetapi juga mampu beradaptasi terhadap variasi kondisi nyata. 

Pengujian hyperparameter menunjukkan bahwa penggunaan optimizer berpengaruh sig-
nifikan terhadap performa model. Pengujian hyperparameter menunjukkan bahwa optimizer 
SGD dengan learning rate 0.01 menghasilkan performa terbaik dengan nilai mAP@50 sebesar 
0.946 serta keseimbangan precision dan recall yang baik. Hal ini menunjukkan bahwa metode 
optimasi adaptif lebih efektif dalam menangani kompleksitas visual pada data. 
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Tabel 4. Hasil Skenario Hyperparameter 

Skenario Precision Recall mAP@50 mAP@50–95 
A 0.835 0.871 0.918 0.778 
B 0.893 0.893 0.946 0.816 
C 0.881 0.886 0.936 0.804 
D 0.879 0.887 0.935 0.801 
E 0.735 0.792 0.813 0.674 
F 0.866 0.879 0.931 0.786 
G 0.899 0.896 0.945 0.812 
H 0.881 0.89 0.937 0.803 

 

Pada optimizer Adam, performa model cenderung lebih konsisten pada beberapa variasi 
learning rate karena mekanisme pembaruan bobot yang bersifat adaptif. Nilai terbaik pada op-
timizer Adam diperoleh pada learning rate 0.001 dengan nilai mAP@50 sebesar 0.945, namun 
performanya masih sedikit berada di bawah optimizer SGD. Hasil ini menunjukkan bahwa pem-
ilihan hyperparameter yang tepat berperan penting dalam meningkatkan kemampuan model 
dalam mendeteksi objek dengan karakteristik visual yang beragam serta mengurangi kesalahan 
klasifikasi antar kelas. 

Pengujian confidence threshold dilakukan pada rentang 0.1 hingga 0.9 untuk menganalisis 
sensitivitas model terhadap deteksi objek. Hasil pengujian menunjukkan bahwa nilai threshold 
0.5 memberikan keseimbangan terbaik antara jumlah objek terdeteksi dan tingkat kesalahan 
klasifikasi. Nilai threshold yang terlalu rendah cenderung menghasilkan deteksi berlebih (double 
detection), sedangkan threshold yang terlalu tinggi menyebabkan sensitivitas model menurun 
sehingga beberapa objek gagal terdeteksi. Secara keseluruhan, model mampu bekerja dengan 
baik pada berbagai kondisi, termasuk variasi jarak, tumpang tindih objek, serta perbedaan pen-
cahayaan. 

Tabel 5. Hasil Pengujian Variasi Kondisi 

Hasil Deteksi Total Aktual Biji Total Deteksi 

 

60 60 

 

60 59 

 

50 48 
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Hasil Deteksi Total Aktual Biji Total Deteksi 

 

15 15 

 

100 95 

 

150 148 

 

200 195 

 

Pengujian pada berbagai kondisi menunjukkan bahwa pada threshold 0.5 model mem-
berikan performa yang paling stabil dalam mendeteksi objek. Pada kondisi objek berjarak, se-
luruh objek berhasil terdeteksi dengan baik karena tidak adanya tumpang tindih sehingga fitur 
visual dapat dikenali secara jelas. Pada kondisi objek berdekatan, model masih mampu 
mendeteksi hampir seluruh objek dengan hanya sedikit kehilangan deteksi akibat batas antar 
objek yang kurang tegas, sedangkan pada kondisi tumpang tindih jumlah objek yang terdeteksi 
mengalami penurunan (misalnya 48 dari 50) karena sebagian fitur tertutup. 

Variasi sudut pengambilan gambar, jarak kamera, dan pencahayaan memberikan 
pengaruh signifikan terhadap performa model, terutama pada tahap klasifikasi. Pengambilan 
citra dari sudut atas (top view) memberikan hasil terbaik karena distribusi dataset didominasi 
oleh sudut tersebut. Sebaliknya, penggunaan sudut miring dari arah kanan maupun kiri me-
nyebabkan peningkatan kesalahan klasifikasi, meskipun objek masih dapat terdeteksi. Kondisi 
ini semakin diperburuk ketika pencahayaan tidak memadai, di mana model tetap mampu 
mendeteksi objek, namun gagal membedakan kelas secara akurat. 

Secara umum, performa optimal diperoleh pada kondisi pencahayaan yang cukup, jarak 
kamera yang proporsional, dan sudut pengambilan tegak lurus terhadap objek. Nilai threshold 
yang terlalu rendah cenderung menghasilkan deteksi berlebih, sedangkan nilai yang terlalu 
tinggi menyebabkan beberapa objek tidak terdeteksi. Berdasarkan konfigurasi terbaik, model 
yang dihasilkan mampu mencapai tingkat akurasi hingga lebih dari 96% pada kondisi pengujian 
yang optimal. 

3.3. Implementasi Sistem 

 Halaman hasil deteksi menampilkan keluaran sistem setelah citra dianalisis oleh model 
YOLOv11. Citra ditampilkan kembali dengan penandaan bounding box dan label kelas pada se-
tiap biji kopi yang terdeteksi, sehingga pengguna dapat melihat lokasi dan jenis cacat secara 
langsung. 
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Gambar 3. Tampilan Deteksi 

Sistem juga menyajikan ringkasan jumlah objek terdeteksi, nilai confidence threshold, 
serta perbandingan dengan jumlah objek aktual. Selain itu, distribusi klasifikasi ditampilkan da-
lam bentuk grafik dan tabel, serta tersedia fitur unduh dalam format gambar anotasi, CSV, dan 
ZIP. 

4. KESIMPULAN 

Berdasarkan hasil penelitian, model YOLOv11 berhasil diimplementasikan dalam sistem 
yang mampu mendeteksi dan mengklasifikasikan cacat biji kopi pasca-roasting secara otomatis 
dengan performa yang baik. Konfigurasi pembagian data 70:20:10 dipilih sebagai konfigurasi 
yang lebih representatif dalam mengevaluasi kemampuan generalisasi model, sedangkan 
penggunaan optimizer SGD dengan learning rate 0.01 serta confidence threshold 0.5 mem-
berikan keseimbangan yang baik antara precision dan recall. Hasil pengujian menunjukkan 
bahwa faktor lingkungan seperti sudut pengambilan citra, jarak kamera, dan pencahayaan me-
mengaruhi performa deteksi, di mana kondisi top view dengan pencahayaan yang cukup 
menghasilkan performa yang paling optimal. Secara keseluruhan, sistem mampu menangani 
variasi kondisi objek, termasuk objek yang saling berdekatan dan tumpang tindih, sehingga ber-
potensi diterapkan sebagai sistem pendukung inspeksi mutu biji kopi pada lingkungan UMKM. 

Penelitian ini masih memiliki keterbatasan pada jumlah citra primer yang digunakan serta 
variasi jenis cacat yang masih terbatas pada empat kategori. Penggunaan data augmentasi da-
lam jumlah yang cukup besar juga berpotensi menimbulkan bias terhadap pola sintetis tertentu 
meskipun proses augmentasi telah dilakukan setelah pembagian dataset untuk meminimalkan 
data leakage. Penelitian selanjutnya dapat dikembangkan dengan menambah variasi data dan 
jenis cacat seperti quaker, black bean, baked, overdevelopment, dan tipping, serta mengek-
splorasi arsitektur model lain atau versi YOLO terbaru untuk meningkatkan performa dan ke-
mampuan generalisasi sistem. 

PERNYATAAN PENGGUNAAN ARTIFICIAL INTELLIGENCE 

Penulis menggunakan gemini untuk membantu memperbaik tata bahasa serta membantu 
penyusunan kode. Seluruh keluaran telah diperiksa dan diverifikasi oleh penulis, yang ber-
tanggung jawab penuh atas isi artikel ini. 
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